
CAPÍTULO 2: MARCO TEÓRICO 

 

2.1 Distribución Normal 

 

La distribución normal es una de las distribuciones más importantes y es la distribución 

de probabilidad que más se usa en la estadística. Su importancia radica en que muchos 

fenómenos de la naturaleza, como el coeficiente intelectual, las características 

morfológicas de los individuos, etc., se distribuyen de acuerdo a esta distribución. Es 

también llamada “distribución de Gauss” o “Gaussiana”. La función de densidad, que 

puede interpretarse como la forma en que se distribuyen las probabilidades de un evento 

en relación al resultado del evento, en el caso de la distribución Normal es simétrica y 

con forma de campana.  

 

2.2 Función de densidad de la Normal  

 

Si X es una variable aleatoria cuya función de densidad es de la forma: 
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se dice que X tiene una distribución Normal con media µ  y varianza 2σ , y se escribe 

( )2,N µ σ  ó ( )2,X N µ σ∼ . 

 



La Normal es una distribución simétrica con respecto a µ , por lo que contiene la misma 

cantidad de probabilidad tanto del lado izquierdo del centro, como del derecho. La 

distancia de µ  al punto de inflexión es la desviación estándar (σ ). El punto de 

inflexión, es aquel punto en donde la curva cambia de cóncava a convexa. (Ver la figura 

2.0). La media muestral X  estima a µ  y la varianza muestral 2S  es una medida de 

dispersión de la muestra, la cual estima a 2σ . 
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                 Figura 2.0. Gráfico de la distribución Normal ( )2,µ σ . Fuente: Elaboración 

Propia 

  

2.3 Distribución Uniforme 

 

Existen dos tipos de distribuciones uniformes: la discreta y la continua. Es importante 

mencionar que en el presente trabajo de tesis solamente se describe la uniforme 

continua. 

 

2.4 Distribución uniforme continua 

 



En caso de que los valores sean continuos se hace uso de la distribución continua, que 

es equivalente a su contraparte discreta. En este caso se tiene una variable aleatoria 

continua X con función de densidad de probabilidad 
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La distribución uniforme entre 0 y 1 (Ver figura 2.1) tiene una aplicación muy 

importante en simulación. Si se desea simular valores de una distribución cualquiera, el 

procedimiento se podría describir, primordialmente, como el tomar la función de 

distribución acumulada de la distribución a simular y se construye su inversa (Más 

adelante se explicará el teorema de la Transformación inversa o teorema de 

Transformación integral). Luego se simulan valores uniformes entre 0 y 1 y se aplica la 

función inversa que fue hallada para esos valores. De esta manera se obtienen los 

valores de cualquier distribución deseada. Ver Coss Bu (1981) 

 

La función de distribución acumulativa de la Uniforme (0,1) es: 
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                       Figura 2.1. Distribución continua Uniforme (0,1). Fuente: Elaboración 

Propia 

 

2.5 Simulación 

 

La simulación puede ser definida como la representación de un proceso o de un 

fenómeno mediante otro más simple, que permite analizar sus características. Thomas 

H. Naylor (1971) la define como: “Simulación es una técnica numérica para conducir 

experimentos en una computadora digital. Estos experimentos comprenden ciertos tipos 

de relaciones matemáticas y lógicas, las cuales son necesarias para describir el 

comportamiento y la estructura de sistemas complejos del mundo real a través de 

largos períodos de tiempo”. Una definición más acorde a esta tesis podría ser la de otro 

estudioso del tema como Shannon (1975) quien dice que: “Simulación es el proceso de 

diseñar y desarrollar un modelo computarizado de un sistema o proceso y conducir 

experimentos con este modelo con el propósito de entender el comportamiento del 

sistema o evaluar varias estrategias con las cuales se puede operar el sistema”. Es 

decir, al simular podemos ver cómo se comporta el sistema real bajo las hipótesis de 

trabajo actuales y poder mejorar el comportamiento del sistema alterando las variables 

presentes que más lo afecten. 

 



Todos los modelos de simulación probabilísticos tienen una o varias variables aleatorias 

interactuando. Normalmente, estas variables siguen distribuciones de probabilidad 

teóricas o empíricas que son distintas a la distribución uniforme. Consiguientemente, 

para simular este tipo de variables, es necesario tener un generador de números 

uniformes y una función que a través de un método específico, transforme estos 

números en valores de la distribución de probabilidad deseada.  El procedimiento que se 

usó para fines de esta tesis es el Método de la Transformación Inversa o Método de la 

Transformación Integral. 

 

2.5.1 Método de la Transformación integral 
 

En lo general, la transformación integral es una herramienta que es útil en la simulación 

de datos de cualquier distribución. Este método utiliza la distribución acumulada F(x) 

de la distribución que se va a simular. Debido a que F(x) está definida dentro del 

intervalo (0,1), puede ser generado un número aleatorio uniforme R y se puede tratar de 

determinar el valor de la variable aleatoria para la cual su distribución acumulada es 

igual a R, en otras palabras, el valor simulado de la variable aleatoria que sigue una 

distribución de probabilidad f(x), se determina al resolver la siguiente ecuación. Ver 

Meyer (1986) y Coss Bu (1981): 

 

( )F x R=  

cuya solución puede escribirse como: 

 

( )1x F R−=                    (2.1) 

 



Existe una dificultad principal en la aplicación de este método, la cual radica en el 

hecho de que en ciertas ocasiones es difícil encontrar la transformación inversa. No 

obstante lo anterior, si esta función inversa ya ha sido establecida generando números 

aleatorios uniformes se podrán obtener valores de la variable aleatoria que sigan la 

distribución de probabilidad deseada. A continuación el teorema del método de la 

transformación inversa tomado de Meyer (1986). 

 

Teorema 2.0. Sea X una variable aleatoria con función de probabilidad y función de 

distribución acumulada F y sea Y la variable aleatoria definida por ( )Y F X= . Luego Y 

está distribuida uniformemente en [0,1] (Y se designa como la transformación integral 

de X). Puesto que X es una variable aleatoria continua, la función de distribución 

acumulada F es una función continua con una inversa 1F − . Es decir, ( )Y F X=  puede 

ser resuelta para X mediante ( )1:Y X F Y−= . Si ( ) 0F x =  para x a≤ , se define 

( )1 0F a− = . Del mismo modo, si ( ) 1F x =  para x b≥ , se define ( )1 1F b− = . 

 

La demostración de la Transformación integral es la siguiente: 

 

Sea G la función de distribución acumulada de la variable aleatoria Y definida 

anteriormente. Luego, 

( ) ( ) ( )( ) ( )( ) ( )( )1 1G y P Y y P F X y P X F y F F y y− −= ≤ = ≤ = ≤ = =  

 

Por lo tanto la función de distribución acumulada de Y se deriva para obtener ( )g y  la 

cual resulta ser:  
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la cual es la densidad de la distribución Uniforme (0,1). 

 

A continuación dos ejemplos en donde se podrá ver aplicado el método de 

transformación inversa y así, poder entender de mejor manera el procedimiento y el 

funcionamiento de dicho método para la distribución Exponencial. Es importante 

señalar que este método puede usarse de la misma forma para cualquier distribución 

continua y aún generalizarse a las distribuciones discretas o mixtas, mediante una 

generalización de la función inversa. 

 

Ejemplo 1. 

Supongamos que se desea generar números aleatorios que sigan una distribución 

Exponencial (λ) y se sabe que ( )X Exp λ∼ . La distribución acumulada de la 

distribución mencionada es (Ver Raúl Coss Bu (1981)): 
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usando la ecuación (2.1) para igualar la distribución acumulada con el número uniforme 

R, se tiene que: 
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Debido a que R sigue una distribución Uniforme, de la misma manera 1-R se distribuye 

uniformemente. Se despeja x de la ecuación y se tiene consiguientemente: 
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Ejemplo 2. 

Sea u una variable aleatoria que se distribuye uniformemente (0,1) y ( )4X Exp∼ . A 

sabiendas que ( ) 41 , 0xF x e x−= − >  para este ejemplo el valor de 0.63u = . Se pretende 

encontrar el valor de x dado el valor de u. En este caso es tan sólo sustituir como se 

muestra a continuación: 
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Como se pudo ver en los ejemplos, a partir de cualquier distribución, se pueden generar 

los números aleatorios deseados. 

 

2.6 Distribución T de Student 

 



W.S. Gosset, quien publicaba bajo el seudónimo de Student, fue quien dio a conocer en 

1908 la distribución t; ver Pearson y Wishart (1942.) Las hipótesis para poder aplicar la 

t de Student son que en cada grupo la variable estudiada siga una distribución Normal y 

que la dispersión o varianza en ambos grupos sea homogénea, es decir, que exista una 

igualdad de varianzas. En caso de no tomar en cuenta las premisas anteriores, los 

resultados de la prueba t no se deberían considerar como válidos. Es importante señalar 

que no es indispensable que los tamaños de los grupos de estudio sean iguales, del 

mismo modo se debe aplicar la prueba F para igualdad de varianzas o asumir que son 

iguales. Esto último no es muy recomendable, ya que puede generar que los resultados 

se vean viciados por dicha afirmación.  

  

La distribución t cuenta con colas más amplias que una Normal; esto es, la probabilidad 

albergada en las colas es mayor que aquella en la distribución normal. Lo que nos indica 

que la dispersión o varianza sea mayor en una gráfica t que en una Normal. Las 

propiedades de las curvas con distribución t son: 

 

• Es una distribución continua 

• Las curvas de la distribución t tienen forma de campana con su centro en 0 y 

simétrica. 

• La dispersión de las curvas t es mayor que la curva de una normal estándar 

• Al aumentar los grados de libertad υ , la dispersión (varianza) de la curva 

disminuye. 

• ( )0,1t N∞ = . Mientras que si los grados de libertad al tender al infinito υ →∞ , 

las curvas t se aproximan a la curva normal estándar. 

 



Antes de seguir con la distribución t, es importante mencionar de dónde viene la 

distribución.  

 

Definición 
 
La t de Student puede obtenerse de la siguiente manera: 

Se tiene dos variables aleatorias independientes  

 

( )0,1X N∼  y 2Y νχ∼  

 

y a su vez aplicando la teoría se tiene que 

 

2

XT tν
νχ
ν

= ∼  

Aplicación: 

1,..., nX X  es una muestra aleatoria de ( )2,N µ σ  entonces, 

   (i) ( )0,1X N

n

µ
σ
− ∼  

   (ii)  ( ) 2
2

12

1
n

n S
χ

σ −

−
∼  

   (iii) X

n

µ
σ
−  y ( ) 2

2

1n S
σ
−

 son independientes 



 (iv)  
( )

( )
2

2

1

1
1

 n

X

nt
n S

n

X tS
n

µ
σ

σ

µ
−

−

=
−

−

−
= ∼

 

 

En la figura 2.2 puede ser apreciado el efecto que tiene el ir variando los grados de 

libertad (υ ) hasta llegar el momento en que la t-Student se aproxima a una Normal 

estándar con media 0 y varianza 1. 
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             Figura 2.2 Distribución t variando los grados de libertad Fuente: Elaboración 

Propia. 

 

A continuación se hace referencia a una explicación estadística de la aplicación de la 

prueba t de Student para la diferencia de medias. 

  



Suponiendo que se tienen 1 1, ,  y , ,n mX X Y Y… …  que son dos muestras aleatorias que se 

distribuyen normalmente con parámetros ( )2,µ σ  
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Entonces: 
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entonces 
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donde 2
pS  es la varianza combinada,  ( ) ( )
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Para ilustrar de una manera más clara la aplicación de la distribución t de Student, se 

presenta un ejemplo numérico sacado de Freund (1971). 

 

Ejemplo 3 

Supongamos se quiere comparan dos tipos de pintura. Con 4 latas de un galón del 

primer tipo, se puede pintar en promedio 512 pies cuadrados con una desviación 

estándar de 31 pies cuadrados. Con el segundo tipo de pintura, y usando 4 latas de un 

galón, se pinta en promedio 492 pies cuadrados con una desviación estándar de 26 pies 

cuadrados. A continuación la sustitución de los valores y la solución del problema. 

 

Las hipótesis del ejemplo son: 
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Una vez ya definidas las hipótesis, se saca la información relevante al problema, 

quedando de la siguiente manera los tamaños de muestra y los estimadores de cada una 

de ellas: 
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Ahora, a partir de la fórmula 
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se sustituyen los valores y se resuelve la ecuación 
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Los grados de libertad (gl) se calculan como 2n m+ − , entonces 4 4 2 6gl+ − = . Con 

un α de 0.05 y de acuerdo al valor en tablas de .025,6 2.447t = , y comparándolo con el 

estadístico de prueba 0.99t = , se concluye que la hipótesis nula no se rechaza. Lo que 

quiere decir que no existe evidencia estadística suficiente para decir que los dos tipos de 

pintura son distintos. 

 

2.7 Satterthwaite 

 

La prueba t de Student, como ya se explicó con anterioridad, se aplica cuando las 

varianzas son iguales. En caso de que se tengan varianzas distintas de procesos se aplica 



la prueba Satterthwaite. Es de gran importancia mencionar que es muy difícil, si no es 

que casi imposible, encontrar dos poblaciones con la misma varianza, es por eso que el 

método de Satterthwaite es tan importante. Quizás el único caso en el que se tenga plena 

certeza de la igualdad de las varianzas de dos poblaciones sea en simulación.  

La prueba de Satterthwaite consiste en aproximar una distribución t de Student con un 

número de grados de libertad. A este número de grados libres se le denomina el número 

efectivo de grados libres. Los trabajos sobre esta problemática fueron hechos por Welch 

(1936) y (1938) y Satterthwaite (1941) y (1946). Para saber cuándo las varianzas de dos 

poblaciones son diferentes y poder usar Sattherthwaite, se toman en cuenta los 

siguientes puntos. Ver Snedecor (1989): 

 

• Cuando las muestras provienen de poblaciones de diferentes tipos. 

• Cuando al calcular límites de confianza en casos en que las medias de 

poblaciones son muy diferentes. 

• En poblaciones que son muy sesgadas. 

 

A continuación una representación sin demostración de los grados libres efectivos de 

Satterthwaite. Considere que: 
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Estándar Rápido
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Cabe señalar que no se distribuye t-Student cuando 1 2µ µ= . Los grados de libertad 

están dados por: 
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En esta parte se da un ejemplo numérico donde las varianzas de dos procesos son 

distintas, con el fin de que se pueda entender mejor el uso de Satterthwaite, dicho 

ejemplo proviene del libro de Montgomery (1996). 

 

Ejemplo 4 

Se tienen dos métodos de trabajo, uno rápido y uno estándar, para estimar la 

concentración química en la fabricación de cierto producto. Se analizan 8 muestras de 

método rápido y 4 muestras del método estándar. Se desea determinar si existe 

diferencia entre las medias de los dos procedimientos. 

 

 

 

 

 

 

 

 



Primero se definen las hipótesis que para este caso es saber si las medias de los dos 

procesos son iguales ( 0H ) 
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siendo  la media del proceso estándarEµ = y la media del proceso rápidoRµ = . 

Después se calculan las medias y varianzas de los procesos y se tiene que: 
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Al sustituir en la fórmula 
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Los valores de t de tabulada se buscan en tablas de la t de Student en el Montgomery 

(1996) y para 1,3 3.182t =  y para 2,7 2.365t = . Se calcula el valor del estadístico contra el 

que se comparará el 't  con un nivel de confianza del 95%. 
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Ahora se sustituyen los valores en la fórmula, quedando como: 
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Al comparar los dos resultados de tiene que 2.59 3.73< , y con un α de 0.05 se 

concluye que no existe evidencia estadística suficiente para decir que las medias de los 

dos métodos son diferentes. 

 

2.8 Distribución F 

 

La distribución F o también conocida como distribución F de Snedecor o de Fischer-

Snedecor, es una distribución de probabilidad continua. Generalmente se usa para 

probar la igualdad de varianzas de dos poblaciones. Se conforma de dos variables 

aleatorias chi-cuadrada independientes que son divididas entre sus grados de libertad 

respectivos. Sean W y Y variables aleatorias independientes chi-cuadrada con u y ν  

grados de libertad respectivamente. Entonces el cociente es 

 

W
uF Y
ν

=  



 

2.9 Máxima Verosimilitud 

 

Para describir el principio de máxima verosimilitud, primero es importante tener claros 

conceptos con los que se trabaja dicho principio. 

 

2.9.1 Variable aleatoria 
 

El término variable aleatoria se refiere a una función que va del espacio muestral a los 

reales. Una variable aleatoria puede usarse para calcular diferentes estimadores 

estadísticos como lo son la media (media aritmética, media geométrica, media 

ponderada), valor esperado y la varianza de la distribución de probabilidad de la 

variable aleatoria. Se puede pensar en una variable aleatoria como un valor o una 

magnitud que cambia de una observación a otra, sin seguir una secuencia previsible. 

Los valores arrojados por una variable aleatoria son los valores numéricos 

correspondientes a cada uno de los posibles resultados de un experimento aleatorio. Ver 

Eliason (1993) y Montgomery (1996).  

 

El fin de calcular dichos estimadores es conocer a nuestra población de acuerdo a los 

estimadores de los parámetros. Por ejemplo, una variable X con dos resultados posibles 

dados por X = 1 si un individuo no tiene trabajo y X = 0 en caso de que el individuo 

tenga trabajo, X viene siendo la variable aleatoria. Otro ejemplo es si, del mismo modo, 

se supone que se lanzan dos monedas (cada una con la misma probabilidad de que caiga 

tanto Sol como Águila) al aire y, sea X la variable aleatoria que identifica el número de 

Soles obtenidas en el lanzamiento. Ambos ejemplos de variables aleatorias hacen 



referencia a tipos de variables aleatorias discretas.  La distribución de probabilidad de 

una variable aleatoria da una probabilidad para cada valor posible, es de ahí que la suma 

de estas probabilidades debe dar 1. La distribución de probabilidad puede ser definida 

como la lista de los resultados de un experimento y las probabilidades asociadas con 

cada resultado. 

 

Sean 1, , nX X…  los valores que puede tomar la variable aleatoria, ( )p X  se denomina 

como la probabilidad de la variable aleatoria X y dicha probabilidad debe cumplir con 

las siguientes propiedades: al ser una probabilidad, los valores que ésta tome deben 

estar entre 0 y 1, es decir ( )0 1p x< < . La suma de las probabilidades debe ser igual a 

1. Se calculan las frecuencias acumuladas y de la misma manera se pueden acumular 

probabilidades. De esta forma se obtiene la función de distribución de probabilidades 

( )F x  que asigna a un evento definido en X una probabilidad. Entonces 

( ) ( )F x p X x= ≤ . Esta función representa la probabilidad de que la variable aleatoria 

sea menor o igual que un determinado valor. 

 

Por otro lado, una variable aleatoria continua, es la que toma valores de un número 

infinito de posibles valores de un número real lineal. Por nombrar un ejemplo se puede 

decir que una variable aleatoria representada por el peso de un individuo es una variable 

aleatoria continua. Cada posible resultado asociado con la variable aleatoria tiene 

consigo una probabilidad de ocurrencia. Esta probabilidad puede ser descrita por medio 

de una función de probabilidad y es mejor conocida como función de densidad de 

probabilidad. Este tipo de función mide la concentración de probabilidad alrededor de 

los valores de una variable aleatoria continua.   



 

2.9.2 Principio de Máxima Verosimilitud 
 

Muchos procedimientos estadísticos suponen que los datos siguen algún tipo de modelo 

matemático que se define mediante una ecuación, en la que se desconoce alguno de sus 

parámetros, siendo éstos calculados o estimados a partir de la información obtenida en 

un estudio bien diseñado para tal fin. Existen diferentes procedimientos para estimar los 

parámetros de una distribución de probabilidad. Entre los procedimientos existentes, el 

mejor y adaptable a un gran puñado de situaciones es el método de máxima 

verosimilitud. Ver Eliason (1993). 

 

Aunque para aquellos que tienen una formación estadística este método es bien 

conocido y comprendido, sin embargo muchos de los usuarios de los programas 

estadísticos, que están habituados a calcular modelos de regresión logística,  modelos de 

Poisson, y muchos otros, desconocen cómo se efectúa la estimación de los coeficientes 

de esos modelos. Se puede considerar que el método de máxima verosimilitud, 

abreviado a menudo como ML por sus siglas en inglés (Maximum Likelihood), tal y 

como hoy lo conocemos e interpretamos fue propuesto por Fisher (1912). Sin embargo, 

ya de una forma mucho más artificiosa, fue inicialmente vislumbrado por Bernoulli, 

cuyo planteamiento fue revisado y modificado por su amigo y gran matemático Euler. 

No fue hasta la llegada de los nuevos ordenadores que se empezó aplicar el método de 

máxima verosimilitud de forma más general, ya que es un procedimiento, si se hace a 

mano, largo, complejo y repetitivo. 

 



El principio de máxima verosimilitud es definido como aquel estimador θ̂  para θ  que 

maximice la verosimilitud o probabilidad de la muestra observada. En otras palabras, 

dada una muestra de observaciones Y  encontrar una solución para θ  que maximice la 

función de probabilidad conjunta de la muestra. Los elementos en Y son independientes, 

es por eso que la distribución conjunta es escrita como el producto de las distribuciones 

marginales. De ahí que se maximiza a lo que se le llama “función de verosimilitud”, 

 

( ) ( )
1

;
N

i
i

f yθ θ
=

Λ =∏  

 

donde 
1

N

i=
∏  es el operador producto. Al tratar de trabajar con productos se presentan una 

serie de dificultades, es más complejo, pero, al usar sumatorias es más sencillo. Con el 

logaritmo de ( )θΛ  siendo una función estrictamente creciente de ( )θΛ  sobre todo su 

rango, en lugar de ellos se maximiza ( ) ( )ln θ λ θΛ =   , que viene siendo el logaritmo 

natural de la función de verosimilitud. Se obtiene la misma solución que si se hubiera 

maximizado ( )θΛ , sin embargo es más sencillo. Dado el supuesto de independencia e 

idénticamente distribuidos (iid), se escribe se la siguiente manera: 

 

( ) ( ) ( )
1 1

ln ; ln ;
NN

i i
i i

f y f yλ θ θ θ
= =

 = ∏ =     
∑  

 

La solución para θ  que maximice esta ecuación se conoce como el estimador de 

máxima verosimilitud (Maximum Likelihood Estimador, MLE). Representativamente 

se denota por θ̂ , el valor se llama estimador de máxima verosimilitud. 



 

2.9.3 Propiedades de los estimadores de Máxima Verosimilitud 
 

Los que se busca al usar los estimadores es poder saber qué tan cercano es al valor real 

del parámetro al que se desea conocer, del mismo modo es importante saber con cuánta 

precisión se está estimando. Los estimadores de máxima verosimilitud tienen las 

siguientes características. Ver Eliason (1993) y Shenton & Bowman (1977): 

 

• Consistencia 

Un estimador es consistente si la probabilidad de estar cerca del parámetro es 

alta. Se dice que θ̂  es un estimador consistente de θ , si el límite en el tamaño de 

muestra tiende al ∞ , donde δ  es una constante pequeña arbitraria, entonces 

θ� se dice que es consistente. 

 

( )lim | | 0
n

P θ θ δ
→∞

− > =�  

 

 

• Eficientes 

Es un estimador que alcanza la menor varianza posible entre otros estimadores y 

por lo mismo tiene la mayor precisión entre todos los estimadores. 

 

• Suficientes 

Concentra toda la información que la muestra tiene acerca del parámetro. Si θ̂  

es un estimador suficiente de θ , el estimador de máxima verosimilitud de θ  es 



función de la muestra a través de θ̂ . Es decir, un estimador es suficiente si agota 

toda la información existente en la muestra que sirva para estimar el parámetro. 

 

• Son asintóticamente normales 

 

( )ˆlim n
n

f Normalθ
→∞

∼  

• Invariantes 

Si θ̂  es el estimador de máxima verosimilitud (EMV) de θ , 

( ) ( )ˆ  estima a g gθ θ⇒  

 

• No siempre son insesgados, generalmente pueden corregirse por sesgo. 

 

A continuación se describe la obtención de los estimadores de máxima verosimilitud y 

el cálculo del valor de la función de verosimilitud para el caso de interés de la presente 

tesis. Se cuentan con dos muestras independientes e idénticamente distribuidas de 

tamaño n y m respectivamente las cuales tienen una distribución Normal con sus 

parámetros correspondientes. En cuanto a las operaciones que se efectuarán serán  

demostraciones de cómo se obtienen los estimadores cuando el parámetro es θ  quien a 

su vez concentra los siguientes parámetros:   

 

( )

( )

, ,
     
             ó

ˆ , , ,

X Y

X Y X Y

θ µ σ σ

θ µ µ σ σ

=

=

 



 

Por medio de esto se obtendrán las ecuaciones del cálculo de estimadores con las que se 

trabajará el programa en FORTRAN que en el próximo capítulo será explicado, esto con 

el fin de obtener el cálculo de los estimadores de máxima verosimilitud.  

 

El desarrollo de la fórmula de los estimadores de máxima verosimilitud para el caso de 

X Yσ σ≠  está a continuación. 

 

La función de densidad normal está dada por: 

 

2

2
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2

2

1( ) ,         
2

x

f x e x R
µ
σ

πσ

 −
−  
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donde µ es la media y σ es la desviación  estándar y σ2 es  la varianza. 

 

Dos muestras aleatorias 1, , nX X…  y 1, , mY Y…  son iid y normalmente distribuidas Ω 

todos los parámetros posibles: 

 

{ }, , 0 ,0X Y X Yµ µ σ σΩ = −∞ < < ∞ −∞ < < ∞ < < ∞ < < ∞  

 

Considere la hipótesis   

 

:O X YH µ µ=  

 



Si 0H  es falsa, entonces el espacio paramétrico θ  es igual a: 

 

( ), , ,X Y X Yθ µ µ σ σ=  

 

Si 0H  es cierta, el espacio muestral paramétrico se reduce a oω  donde: 

 

( ),0 ,0o X Y X Yω µ µ µ σ σ= = = < < ∞ < < ∞  

 

la verosimilitud para el último caso es: 
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Por procedimiento se calcula el logaritmo de la expresión anterior y se obtiene la 

ecuación (a): 
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Se sacan las derivadas de cada uno de los términos correspondientes y se igualan las 

mismas a cero, quedando como: 
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de la antepenúltima expresión se obtiene la ecuación 
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y de ella 

2 (
ˆ i

x

x
σ =

2)
n
µ∑
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Del mismo modo, de la penúltima expresión, de las derivadas igualadas a cero, se 

obtiene la ecuación 
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y de ella resulta que 
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y
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por identidades se sabe que 
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dividiendo ente n: 
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De igual forma 
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dividiendo entre m se tiene que: 
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De manera que las ecuaciones de las derivadas quedarían como: 

2 2 2ˆ ( )x xs xσ µ= + −  

2 2 2ˆ ( )y ys yσ µ= + −  

 

2 2

( ) ( ) 0
ˆ ˆx y

n x m yµ µ
σ σ
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Es importante señalar que estas tres ecuaciones no tienen forma cerrada. 

 

Finalmente, haciendo un poco de álgebra se puede obtener el valor de la verosimilitud, 

la cual resulta ser: 
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A continuación se considera la obtención de los estimadores para todo espacio 

paramétrico ( )2 2, , ,x y x yω µ µ σ σΩ = . Se deriva con respecto a cada uno de los parámetros 

en la ecuación (a), resultando lo siguiente: 
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Igualando a cero y resolviendo las ecuaciones, se tiene que: 
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2 2 2 2ˆ ˆ   y   x x y ys sσ σ= =  

 

Sustituyendo los estimadores de máxima verosimilitud en ( )L θ , se tiene: 
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El cociente de verosimilitud Λ  es: 
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Se sustituye 
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El resultado 2
,4 3 12 log αχ − =− Λ⇒  tiende a una distribución 2χ  con grados de libertad 

igual a dimensión 0 la dimensión de ωΩ− . Note que la dimensión de ωΩ  es 4, porque 

tiene cuatro parámetros y la dimensión de 0ω  es de 3, ya que tiene tres parámetros. La 

diferencia de dimensiones da el número de grados libres de la 2χ . 

 

A continuación un ejemplo numérico para apreciar el uso de las ecuaciones anteriores y 

así entender de mejor manera el procedimiento. 

 



Ejemplo 6. 

Por fines prácticos, se tomó el ejemplo dado en la sección de la prueba Satterthwaite 

con los mismos datos, claro que ahora se aplicará el método de obtención de 

estimadores de máxima verosimilitud. Se resumen los datos quedando de la siguiente 

forma: 

 

2 2

            
   25               21
   4                8
   0.67        17.71x y

Estándar Rápido
x y
n m
S S

= =
= =

= =

 

 

Ahora se asume un valor para µ  de la siguiente manera: 

 

21 25 23
2

µ +
= =  

 

Este procedimiento trabaja de esa manera. A partir de un valor supuesto de µ , se 

empiezan a calcular lo estimadores por medio de sustituir los valores dados en las 

ecuaciones, para x 

 

( )22 2ˆ x xS xσ µ= + −  

 

y así mismo para y, las ecuaciones son: 

  



( )22 2ˆ y yS yσ µ= + − . 

Al tener una vez definidas las ecuaciones, que surgieron de las derivadas igualas a cero, 

se sustituyen los valores correspondientes a cada población. Lo que queda de la manera 

en que 

 

( )22ˆ 0.67 25 23xσ = + −  

( )22ˆ 17.71 21 23yσ = + −  

 

Una vez calculados los estimadores las siguientes fórmulas, quedando  

 

( ) ( ) ( ) ( )
2 2

4 25 23 8 21 23
ˆ ˆ 4.67 21.71

                                 1.713 0.74
                                 0.973

x y

n x m yµ µ
σ σ
− − − −

+ = +

= −
=

 

 

Este método es redundante y por fines prácticos, sólo se presentó uno de los muchos 

cálculos que deberían ser hechos para encontrar los mejores estimadores. Se quiere 

llegar a un valor muy cercano a cero, en la última ecuación, para que los estimadores 

calculados se puedan considerar como buenos. De manera algebraica se sugiere usar el 

método de disección para ir calculando las medias. Sin embargo, la mejor forma de 

resolver el problema es usando un programa de computadora que se verá desarrollado 

en el próximo capítulo de la presente tesis. 

 

 
 



2.10 FORTRAN 

 

FORTRAN es un lenguaje de programación científico creado en los años 50’s y que se 

utiliza en la actualidad. El nombre del programa está dado por su acrónimo en inglés 

“FORmula TRANslator”. El primer compilador de FORTRAN se hizo para una 

máquina de la empresa IBM cuyo grupo de trabajo estuvo a cargo de John W. Backus. 

El lenguaje de programación fue diseñado considerando que los programas se 

escribirían en tarjetas perforadas de 80 columnas. Estas características han evolucionado 

de versión en versión. Las versiones actuales contienen subprogramas, recursiones y se 

permite modificar el flujo de ejecución de las instrucciones de un programa. Se debe 

tener en cuenta que la sintaxis de FORTRAN fue adaptada para el uso en trabajos 

numéricos y científicos. Ver Chapman (2007). 

 

2.11 Simulación de Monte Carlo 

 

La simulación de Monte Carlo surgió, aproximadamente, por en los años 40’s y el 

nombre proviene de la ciudad de Mónaco, donde la probabilidad y el comportamiento 

aleatorio son una forma de vida. Su principal uso en aquella época fue como una 

herramienta de investigación de la bomba atómica durante la Segunda Guerra Mundial. 

Hoy en día su uso es variado en la simulación, ya que es una técnica cuantitativa que 

mediante la utilización de computadoras y la estadística logra imitar, por medio de 

modelos matemáticos, el comportamiento aleatorio de sistemas reales.  Ver Shamblin 

(1986) 

 



2.11.1 Muestreo por Monte Carlo  
 

La prueba consiste en simular la toma de muestras aleatorias de una población y los 

valores obtenidos de las muestras simuladas. Se comparan los valores simulados con los 

valores reales de la muestra, si el valor obtenido en la muestra real es distinto al de la 

simulación, la hipótesis nula se rechaza, concluyendo que la muestra no fue tomada de 

manera aleatoria. Ver Noreen (1989). El método de Monte Carlo es valioso en 

situaciones particulares para seleccionar muestras de cualquier población, sí y sólo sí la 

distribución de probabilidad de la población que se quiere analizar sea conocida.  

 

Uno de los puntos más importantes en relación a la simulación Monte Carlo, es el crear 

un modelo matemático del proceso, sistema o actividad que se desea analizar, 

identificando las variables cuyo comportamiento aleatorio determina el comportamiento 

general del sistema. Al identificar las variables aleatorias, se hace un experimento 

consistente en generar muestras aleatorias para dichas variables. Tras repetir n veces 

este experimento, se tendrán n observaciones sobre el comportamiento del sistema, lo 

cual ayudará a entender el funcionamiento del mismo. Cabe resaltar que en cuanto 

mayor sea n, mayor será la precisión de los experimentos hechos. 

 

La explicación de la metodología de simulación Monte Carlo podrá ver adelante, sin 

embargo, es importante que se conozca la estructura para así llegar a vislumbrar de 

manera más sencilla el funcionamiento de la metodología. 



 

 Figura 2.3. Diagrama de Flujo Simulación Monte Carlo. Fuente: Noreen (1989) p. 45. 
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En la figura 2.3 es presentado el diagrama de flujo para Monte Carlo, el cual está en el 

libreo de Noreen (1989) en la página 45, y en el diagrama se describe paso a paso la 

secuencia a seguir.  

  

Con el fin de explicar de mejor manera el proceso, a continuación se muestra una 

demostración matemática de la simulación Monte Carlo para el caso en que no existen 

empates. Ver Noreen (1989). 

 

Sea el estadístico t una función de la matriz de datos X, la cual tiene una distribución 

conocida bajo la hipótesis nula y de tamaño de muestra N. El método Monte Carlo 

consiste en generar NS muestras independientes 1,..., NSX X  de la hipótesis nula de 

tamaño N. Por convención se asume que las NS muestras están ordenadas tal que:  

 

( ) ( )1 ... NSt X t X≥ ≥  

La fórmula matemática de esta variable puede ser definida como: 

 

{ })()(max 0XtXtnge KK
≥=   

 

Después se igualan los datos originales a la variable 0X  y se define el estadístico ( )0t X  

como el valor de la prueba estadística de los datos originales. Enseguida se debe definir 

la variable aleatoria nge, la cual es el número de veces que el valor de la prueba 

estadística simulada es mayor o igual al valor de la prueba estadística de los datos 

originales. Se sabe que la hipótesis nula 0H  se rechaza  al nivel de α  si: 

α≤
+
+

1
1

NS
nge , 



 

donde α  es el nivel de rechazo de la prueba. 

 

Por lo tanto para que este procedimiento sea válido es necesario que 

 

αα ≤



 ≤

+
+

1
1

NS
ngeP ,  

 

del mismo modo se puede expresar como: 

 

[ ]0 0Rechazar |  CiertaP H H α≤ , 

 

Es importante saber que en toda ocasión el valor de ( )0t X  debe estar en alguno de los 

1NS +  intervalos a continuación: 

 

( )( ( ) ( )( ( ) ( )( ( )( )1 2 1 1, , , ,..., , , ,NS NS NSt X t X t X t X t X t X−−∞ ∞      

 

Bajo la hipótesis nula 0H , el valor observado de la prueba estadística ( )0t X  es una 

muestra de tamaño 1 de una distribución idéntica e independiente a la distribución de 

( )it X  para toda 1,...,i NS= .  Por lo que 

 

( )0
1 esté dentro de un intervalo específico

1
P t X

NS
=   +

 

 

La variable nge está definida por 



 

( ) ( ) }{ 0max  entero | , 0,...,Knge K t X t X K NS= > =  

  

Otra definición que se puede dar a nge es que es el número de intervalos cerrados por 

arriba que están contenidos en el intervalo ( ) )0 ,t X ∞ . Por ende, nge puede tomar 

cualquier valor de 0 a NS y cada uno de estos valores con la misma probabilidad bajo 

0H . De ahí, que dado el nivel de rechazo (α), si NS es seleccionado de manera que 

α(NS +1) sea un entero se puede ver que 
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y la misma expresión puede ser definida como: 
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Esto demuestra que si NS es seleccionado de manera que α(NS +1) sea un entero, y 

como no se esta trabajando con empates, entonces se puede concluir que la prueba de 

Monte Carlo sí es una prueba válida. Esto es, que la probabilidad de rechazar la 

hipótesis nula cuando ésta es cierta, es igual al nivel de rechazo de la prueba. Ver 

Noreen (1989). 

 


