
2. Evaluación 

2.1 Consideraciones Generales 

Como se expuso anteriormente, las políticas activas del mercado de trabajo buscan tener 

algún efecto en el salario, el empleo o la capacitación de quienes participan en ellas. El 

papel de la evaluación es encontrar los métodos que permitan estimar los efectos de 

estas políticas para que de manera informada se dé continuidad o se termine un 

programa. 

Sin embargo, evaluar un programa no es tarea sencilla. El problema central de la 

evaluación es que solamente podemos observar a quienes participan en el programa, o 

bien, a quienes no lo hacen, pero nunca a ambos grupos. Para resolver este problema se 

requiere de estimadores confiables acerca del contrafactual, es decir, qué le hubiera 

pasado a la variable de interés de los participantes si hubieran elegido no entrar al 

programa. 

Por mucho tiempo el cálculo para este contrafactual asumía que el efecto sobre 

la variable de interés Y del participante i (∆i= Y1i-Y0i) era el mismo efecto para todos los 

participantes, lo que implicaría homogeneidad en el impacto del programa. Esto puede 

ser razonable en algunos escenarios mientras que en otros no. 

 Actualmente la literatura existente sobre las diversas técnicas disponibles para 

evaluar programas es amplia y se reconoce la posibilidad de que el impacto de un 

programa puede variar de persona a persona. Esto significa que no solo se busca evaluar 

una variable de forma aislada, ya que un programa puede afectar distintas variables. 

Con este avance en las técnicas se hace claro que los estimadores que producen 

estimaciones consistentes de un parámetro de interés quizá no produzcan estimadores 

consistentes para otros parámetros (Smith, 2000). 



Smith considera dos escenarios para analizar cómo el impacto de un programa 

puede variar entre personas. El primer escenario es el más simple, el impacto es el 

mismo para todos los participantes, y antes del programa nadie puede saber el efecto 

específico que éste tendrá para cada participante. Ante la imposibilidad de conocer 

quién se beneficiará más y quién menos a partir de un programa, estamos diciendo que 

la variación en el impacto no determina quién participará en el programa, por lo que este 

escenario tiene pocas implicaciones en materia de política.  

 El otro escenario es aquel donde se considera que el impacto de un programa 

varía entre los participantes, de este modo se tiene información antes de arrancar el 

programa acerca de los efectos en los posibles participantes. En este escenario el 

impacto específico esperado de cada persona afecta la participación en el programa, lo 

que tendría importantes implicaciones políticas. Diferentes cambios en las políticas –

que podría ser incluir o excluir a diferentes grupos de personas– generan diferentes 

impactos. 

Para calcular dichos impactos existen dos parámetros que consideramos en este 

trabajo: el primero se conoce en la literatura como el “impacto medio del tratamiento 

sobre los tratados” (ATT) y calcula el efecto medio que el programa tiene en sus 

participantes. El segundo parámetro es el “impacto medio del tratamiento” (ATE). Este 

último proporciona el impacto medio del tratamiento si tomáramos al azar una persona 

de la población, en lugar de calcular solamente el impacto sobre los participantes que 

entraron al programa.  

Bajo un escenario en el que exista un efecto común para todos, estos dos parámetros 

serían los mismos, sin embargo, cuando se sabe que el impacto varía entre los 

participantes, estos impactos podrían ser diferentes, y estas diferencias importan para 

propósitos de política (Smith, 2000). 



 

2.2 Matching 

Una de las técnicas que ha adquirido mayor importancia para evaluar programas 

sociales es la técnica de matching.1 La motivación detrás del matching es que en 

ocasiones la asignación aleatoria para un programa es imposible por razones de costos o 

por cuestiones políticas y morales. 2 

El matching consiste en hacer pares sobre las observaciones de control y 

tratamiento que sean similares en términos de sus características observables. Si las 

diferencias relevantes entre dos observaciones cualesquiera son capturadas en las 

variables observables (pretratamiento) -lo cual ocurre cuando el resultado3 es 

independiente de la asignación al tratamiento dadas las variables pretratamiento 

(supuesto de independencia condicional)-, entonces el método matching puede llevarnos 

a un estimador insesgado del impacto del tratamiento.4 

En este trabajo usamos la técnica de matching basada en el propensity score. 

Intuitivamente esta técnica hace parejas de los participantes y los no participantes en 

base a su probabilidad estimada de participación P(X) en lugar de hacer matching sobre 

un vector de características observables X. La razón de usar esta técnica es porque en 

muchas aplicaciones de interés la dimensionalidad de las características observables es 

muy alta, por lo que cuando tenemos muchas variables es muy difícil determinar sobre 

qué dimensiones hacer los pares o qué esquema de pesos usar. Los métodos de 

matching basados en el propensity score, como se demostrará más adelante, son muy 

                                                 
1 El matching no es mejor que la aleatoriedad u otro método no experimental para evaluar programas. 
Todos los métodos son equivalentes a la aleatoriedad cuando los supuestos que los justifican se cumplen 
en nuestros datos. 
2 La asignación aleatoria, significa que el grupo de control y el de tratamiento se eligen aleatoriamente  de 
la misma población. 
3 En este trabajo al decir resultado me refiero a la variable que nos interesa evaluar. Por ejemplo, el 
salario una vez que se ha estado bajo el grupo de tratamiento. 
4 De manera más precisa, para estimar el impacto medio del tratamiento sobre los tratados, el resultado en 
el grupo de control debe ser independiente de la asignación al tratamiento. 



útiles bajo estas circunstancias, pues dan un esquema de pesos natural que nos lleva a 

un estimador insesgado del impacto del tratamiento (Rosenbaum y Rubin 1983). 

Es importante establecer que los análisis de regresión tradicionales también 

asumen que la selección para un tratamiento se basa en las características observables. 

Si esto es así, ¿por qué no usamos las regresiones tradicionales? La respuesta se debe a 

que el matching hace dos cosas que la regresión no. 

Primero, el matching puede ser  paramétrico o no serlo. No se requiere de una 

restricción acerca de una forma funcional, la cual está implícita en las regresiones 

comunes.5 Si nuestro supuesto de independencia condicional se cumple pero la 

linealidad no, entonces el matching es consistente, mientras que la regresión no lo es.6 

Segundo, el matching nos permite tomar en cuenta el problema del soporte 

(support problem) de una manera que la regresión no. El soporte común de una 

distribución es el conjunto de valores para las cuales se tiene una densidad positiva, es 

decir, el conjunto de valores con probabilidades diferentes de cero. Esto es importante 

en el momento de hacer matching, pues en ocasiones existen ciertos valores de X o de 

P(X) que tenemos en la muestra de los participantes y que no tenemos en la muestra de 

los no participantes.7 Por otra parte, el soporte común (el conjunto de valores donde hay 

observaciones en las dos muestras) puede no incluir todas las observaciones de los 

participantes. Cabe señalar que para calcular  el impacto medio del tratamiento sobre los 

tratados, no importa si hay observaciones de control que no se parezcan a las 

observaciones de tratamiento. Todo lo que se requiere para estimar el impacto del 

tratamiento sobre los tratados es que haya observaciones parecidas al grupo de 

                                                 
5 Dehejia y Wahba (1998) y Smith y Todd (2000) muestran evidencia comparando el matching con 
técnicas de regresión usando el mismo vector X, y sugieren que el no asumir una forma funcional es 
importante en la reducción del sesgo. 
6 El supuesto de independencia condicional establece que la asignación al tratamiento es aleatoria dado un 
conjunto de variables observables. 
7 Vea Heckman, Ichimura, Smith y Todd para una discusión más amplia acerca del common support y 
cómo tratarlo.  



tratamiento en el grupo de control. Por último es importante decir que valores de X para 

los cuales P(X)=1 quedan fuera de nuestro soporte común, ya que los participantes con 

tales valores tienen una probabilidad de cero de no participar.8 

Es importante mencionar que si bien el matching puede o no asumir una forma 

funcional, no evita el problema de la selección de variables. El investigador debe decidir 

qué variables incluir en el vector X. De igual manera no hay un método de matching 

que nos asegure el mejor resultado, todo lo que se puede hacer es comparar diferentes 

técnicas. El tercer problema es calcular los errores estándar correctos. En la práctica, la 

mayoría de los investigadores calculan los errores bootstrap. En este trabajo también se 

hizo así. 

  

2.2.1 Métodos de Matching 

2.2.1.1 Aleatoriedad 

Un método para evaluar programas es el de la aleatoriedad. En este tipo de evaluación 

los grupos de control y de tratamiento son elegidos aleatoriamente de la misma 

población, por lo que no hay diferencia entre los dos grupos -la única diferencia es que 

el grupo de tratamiento es quien recibe el programa-. A continuación se muestra cómo 

se puede calcular el efecto bajo aleatoriedad y por qué no es posible llevar a cabo el 

mismo método cuando nuestros grupos de control y tratamiento no vienen de una 

muestra aleatoria. 

Formalmente, sea i el índice para la población en consideración. Yi1 es el valor 

de nuestro resultado cuando la unidad i está sujeta al tratamiento (1), y Yi0 es el valor de 

la misma variable cuando la unidad está en el grupo de control (0). El impacto del 

tratamiento para una observación ti, se define como ti= Yi1- Yi0. Este es el efecto que nos 

                                                 
8 Smith establece que formalmente la condición de soporte es: Pr(D=1|X)<1 para toda X para el 
parámetro ATT. Y 0<Pr(D=1|X)<1 para el parámetro ATE. 



interesa calcular. Cuando trabajamos con muestras no experimentales nos interesa 

conocer el efecto esperado del tratamiento para la población bajo el tratamiento; por lo 

tanto: 

                                   t|T=1=E(ti | Ti=1) 

                                               =E(Yi1 | Ti=1) – E(Yi0 | Ti=1), 

 

Donde Ti=1 (=0) si la i-ésima unidad se asignó al tratamiento (control). El problema de 

la no observalidad está explicado por el hecho de que podemos estimar E(Yi1 | Ti=1), 

pero no E(Yi0 | Ti=1). 

Una forma de estimar el efecto de un programa sería estimando la siguiente diferencia: 

te = E(Yi1 | Ti=1) – E(Yi0 | Ti=0). Éste es un estimador sesgado de t porque estamos 

aproximando E(Yi0 | Ti=1) con los no participantes autoseleccionados E(Yi0 | Ti=0). 

Este sesgo9 se conoce como el sesgo de selección y es la preocupación fundamental en 

los estudios no experimentales. El papel de la aleatoriedad es evitarlo: 

                                             Yi1, Yi0 ╨ Ti 

                                              => E(Yi0 | Ti=0) =  E(Yi0 | Ti=1) = E(Yi | Ti=1), 

 

Donde Yi = TiYi1 + (1-Ti)Yio es el valor observado del resultado y ╨ es el símbolo de 

independencia, si el grupo de tratamiento y control no difieren sistemáticamente uno de 

otro (”ingorable treatment assigment”, en terminología de Rubin 1977), se puede 

obtener t|T=1 = te, el impacto de un programa sobre nuestra variable de interés. 

 

2.2.1.2 Matching Exacto  

                                                 
9 El sesgo es igual a E(Yi0 | Ti=1) - E(Yi0 | Ti=0). 



Si no contamos con un grupo de control para realizar una evaluación como la 

anteriormente descrita, entonces es posible sustituir la ausencia de unidades 

experimentales de control si asumimos que los datos pueden ser obtenidos de un 

conjunto de potenciales unidades de comparación, las cuales no necesariamente 

provienen de la misma población que las unidades de tratamiento, pero para las cuales 

observamos el mismo conjunto de variables pretratamiento, Xi. La siguiente proposición 

apoya lo dicho en la sección anterior respecto a los estudios no experimentales: 

Proposición 1 (Rubin 1977): If for each unit we observe a vector of covariates Xi, and 

Yi0 || Ti Xi, ∀i, then the population treatment effect for the treated, t|T=1, is identified: it 

is equal to the treatment effect conditional on covariates and on assignment to 

treatment, 

t|T=1,X , averaged over the distribution X|Ti=1. 

Esta proposición se conoce como el supuesto de independencia condicional y es 

lo que permite llevar a cabo el matching. Este supuesto establece que, una vez que 

condicionamos un vector de características X, la participación en el programa es 

independiente del resultado en el grupo de control. Este no es un supuesto trivial, pues 

implica que todas las variables que afectan tanto la participación como el resultado 

cuando no se es participante del programa se deben incluir en el matching. 

En otras palabras, se asume que podemos tomar la asignación al tratamiento 

como aleatoria, dadas ciertas variables X. En particular, las no observables no juegan 

ningún papel en la asignación del tratamiento. Tomando dos individuos con las mismas 

características observables -uno de los cuales fue de tratamiento y otro que no lo fue- la 

Proposición 1 compara estos dos individuos en un experimento aleatorio. Bajo este 

supuesto, el efecto condicional del tratamiento, t|T=1, se obtiene primero estimando 

t|T=1,X y después promediando sobre la distribución de X  dado T=1. Esta proposición se 



satisface si X incluye todas las variables que afectan tanto la participación como el 

resultado. 

En resumen, cuando las diferencias relevantes entre dos observaciones se 

capturan en sus variables observables (pretratamiento) –lo que ocurre cuando el 

resultado es independiente de la asignación al tratamiento dadas las variables 

pretratamiento- se puede asegurar que los métodos de matching nos llevan a un 

estimador insesgado del impacto del tratamiento (Dehejia, Wahba, 1998).10 

 

2.2.1.3 Matching sobre el Propensity Score 

Rosenbaum y Rubin (1983, 1985a,b) proponen el uso del propensity score -la 

probabilidad de recibir el tratamiento dado un vector de variables- para reducir el 

problema de la dimensionalidad en el pareo. La motivación de utilizar los métodos de 

matching basados en el propensity score es que en muchas aplicaciones la 

dimensionalidad de las características observables es muy alta.11  Cuando tenemos 

muchas variables, es difícil determinar sobre cual dimensión hacer el matching o que 

esquema de pesos adoptar. Los métodos de propensity score bajo ciertas circunstancias 

nos permiten obtener estimadores insesgados del impacto sobre el tratamiento: 

Proposición 2 (Rosenbaum y Rubin 1983): Let p(Xi) be the probability of a unit i 

having been assigned to treatment, definde as p(Xi)≡Pr(Ti=1\Xi)=E (Ti\Xi). Then: 

                                                          (Y i1 , Y i0) ╨ T i| X i 

 
 

⇒ (Y i1 Y i0) ╨ T i | p(X i) 
 

Proposición 3: t | T=1=E p(X)  [( t | T=1,p(X) ) | T i =1].  

                                                 
10 Para estimar el impacto del tratamiento sobre los tratados, el resultado en el grupo de control debe ser 
independiente de la asignación al tratamiento. 
11 Este es un problema bien reconocido en la literatura de matching, que muestra la dificultad de realizar 
un matching exacto sobre un conjunto de variables X. Por ejemplo, si tenemos n variables binarias el 
número de posibles valores para el vector X es 2^n. Esto dificulta encontrar matching exactos para cada 
unidad de tratamiento. 



 

Esto significa que el supuesto de independencia condicional se extiende al uso 

del propensity score, ahora t|T=1,p(X). El objetivo de usar el propensity score es que 

reduce de manera importante la dimensionalidad del problema, permitiéndonos trabajar 

con una variable en vez de trabajar en un espacio n-dimensional. 

El matching sobre el propensity score es básicamente un esquema de pesos, que 

determina qué pesos coinciden con las unidades de comparación cuando calculamos el 

efecto estimado del tratamiento. El atractivo de esta técnica es que podemos aproximar 

el resultado de una evaluación experimental, en la que se intenta estimar el impacto 

medio de cierto programa sobre el ingreso de los individuos que lo reciben. A este 

parámetro comúnmente se lo conoce como “impacto medio del tratamiento de los 

tratados”.12 La siguiente fórmula se aplica a cualquier tipo de estimador matching que 

pretenda calcular el impacto medio del tratamiento sobre los tratados13: 

  

 

 

Donde n1 es el grupo de tratamiento, y n0 es el grupo de control, w ( i , j ) es el peso de 

la observación  j-ésima en el contrafactual de la observación i-ésima. Los pesos 

satisfacen  

∑j w(i,j)=1 para toda i. Diferentes tipos de estimadores difieren en la forma en como 

construyen los pesos w(i,j). Una fórmula similar pero más compleja puede aplicarse 

para los estimadores matching del efecto promedio del tratamiento. 

                                                 
12 Average Treatment of the Treated por sus siglas en inglés ATT. 
13 Jeffrey Smith, Topics in the Economics and Econometrics of Program Evaluation, 2005. 



 

2.2.1.3.1 Tipos de Matching basados en el Propensity Score 

A continuación se presentan los tipos de matching basados en el propensity score que 

existen en la literatura y que describen la metodología usada en este trabajo. 

 

a) Matching con reemplazo y sin reemplazo 

El siguiente reto es decidir qué tipo de matching usar, en la literatura encontramos 

básicamente el matching con y sin reemplazo, lo que determina el número de unidades 

de control que se deben parear a cada unidad de tratamiento. 

El matching con reemplazo minimiza la distancia en el propensity score entre 

observaciones pareadas de control y la unidad de tratamiento: cada unidad de 

tratamiento puede ser pareada a la unidad de control más cercana, aún si la unidad de 

control se parea más de una vez. Esta técnica nos da ventajas en términos de reducir el 

sesgo. Por otro lado, en el matching sin reemplazo, forzamos a parear unidades de 

tratamiento con las de control que posiblemente son muy diferentes en términos del 

propensity score cuando tenemos pocas unidades de control similares a las unidades de 

tratamiento. Esto incrementa el sesgo, pero podría mejorar la precisión de las 

estimaciones. Un problema adicional del matching sin reemplazo es que los resultados 

son muy sensibles al orden en el cual las unidades de tratamiento se parean 

(Rosenbaum, 1995). 

Usando una unidad de control para cada unidad de tratamiento, aseguramos la 

mínima distancia en el propensity score. Usando más unidades de control 

incrementamos la precisión de la estimación, al costo de incrementar el sesgo. Este 

método se conoce como el vecino más cercano.  

 



b) Radio Caliper  

Otro método es el pareo caliper, el cual usa todas las unidades de control dentro de un 

radio predefinido del propensity score “Caliper”. El beneficio de esta técnica es que 

utiliza únicamente tantas unidades de control como el radio lo permita, permitiéndonos 

el uso de unidades adicionales cuando no tenemos buenos pareos. Su  fórmula nos dice 

que la unidad bajo tratamiento i se parea con la unidad de control j tal que:  

 

 

Donde δ>0 es un radio que se especifica.  

 

c) Kernel 

Otro estimador que usamos aquí es llamado Kernel, que hace un promedio ponderado 

de los resultados de las observaciones más cercanas a cada participante. Este promedio 

ponderado se calcula con la siguiente fórmula: 

 

Donde 

 

 

Y donde aN0 es una banda o parámetro de suavizamiento, K es una función Kernel de la 

diferencia en los propensity scores de los participantes y los no participantes. 

 

d) Distancia Mahalanobis 



También se calculó el impacto del programa con la distancia Mahalanobis, que es un 

tipo de distancia métrica. Se utiliza la medida Mahalanobis para calcular la distancia 

entre dos observaciones. 14 Antes de hacer esto, la técnica estima las matrices de 

varianza-covarianza. 

 

e) Fully Interacted Linear Matching 

Otro método que usamos es el “Fully Interacted Linear Matching” (FILM) el cual corre 

una regresión simple (MCO) de la variable dependiente sobre la variable binaria de 

participación y las variables independientes, y después hace interacciones entre la 

variable dummy y cada variable independiente (Blundell, Dearden, Sianesi, 2001). 

 

Otra técnica usada es el matching local lineal, el cual corre una regresión local 

lineal para cada participante. 

 

f) Crítica a los estimadores comunes 

El siguiente método calcula el contrafactual con una nueva metodología  (Abadie e 

Imbens 2004). Lo que proponen estos autores es un nuevo método para analizar las 

propiedades de los estimadores matching y establecen los siguientes resultados: 

Los estimadores matching incluyen un sesgo condicional. Se muestra que aún 

cuando se elimine este sesgo condicional, los estimadores matching con un número fijo 

de pareos no alcanzan la bondad de eficiencia paramétrica para el impacto medio del 

tratamiento sobre los tratados. Por  último, describen una corrección que elimina este 

sesgo condicional y proponen un nuevo estimador para la varianza que no requiere una 

estimación consistente no paramétrica. 

                                                 
14 Vea Rubin  (1980) para más detalles acerca de esta técnica.  



Los estimadores calculados en esta tesis se basan en los bootstrap errors, 

excepto para los estimadores propuestos por Abadie e Imbens, 200415 y FILM. Por otro 

lado, ha sido demostrado que cuando se tienen más de mil observaciones, se obtienen 

los mismos resultados al usar o no usar los errores bootstrap.16 Además, durante el 

proceso analítico se calcularon los diferentes estimadores con y sin los errores bootstrap  

y el resultado no cambió.  

 

 

2.3 Impacto Medio del Tratamiento de los Tratados e Impacto Medio del 

Tratamiento. 

Una vez que se realiza el matching sobre el propensity score se calcula el 

impacto del programa SICAT. Existen dos parámetros que consideramos en este 

trabajo: el primero se conoce en la literatura como el “impacto medio del tratamiento 

sobre los tratados” (ATT) y calcula el efecto medio que el programa tiene en sus 

participantes. El segundo parámetro es el “impacto medio del tratamiento” (ATE). Este 

parámetro nos da el impacto medio del tratamiento si tomáramos al azar una persona de 

la población. En lugar de calcular solamente el impacto sobre los participantes que 

entraron al programa. La fórmula que calcula el ATT como se dijo anteriormente es la 

siguiente: 

 

 

                                                 
15 La razón es que los autores de esta técnica concluyen que el uso de los errores boostrap no es válido 
para los estimadores matching (Abadie e Imbens, 2005). 
16 Eichler y Lechner, 2001, citado en Smith, 2005. 



Una fórmula similar pero más compleja puede aplicarse para los estimadores matching 

del impacto medio del tratamiento.   

 


